KUJAWY
POMORZE

Sektor mikro, matych i srednich
przedsiebiorstw —

opracowanie metodyki wykorzystania metod
ilosciowych i jakosciowych spatial data mining
do analizy danych przestrzennych MSP
w wojewddztwie kujawsko-pomorskim

KUJAWY . .
POMORZE UNIWERSYTET
~ MIKOLAJA KOPERNIKA
W TORUNIU

Projekt ,,Usytuowanie na poziomie samorzadéw lokalnych instrumentéw wsparcia dla MSP,
dziatajgcych w oparciu o model wielopoziomowego zarzgdzania regionem”
realizowany przez konsorcjum w sktadzie: Wojewddztwo Kujawsko-Pomorskie,
Szkota Gtéwna Handlowa w Warszawie i Uniwersytet Mikotfaja Kopernika w Toruniu";
finansowany z Narodowego Centrum Badan i Rozwoju
w ramach Programu Strategicznego Gospostrateg —

,Spoteczny i Gospodarczy Rozwdj Polski
w warunkach globalizujacych sie rynkéw”

Nr umowy GOSPOSTRATEG1/385453/3/NCBR/2018

& Narodowe Centrum
Badan i Rozwoju

|



wykorzystanie metod ilosciowych i jakosciowych

Spis tresci

WPROWADZENIE ... ..ottt e e 3
SPATIAL DATA MINING ...t 6
INTELIGENCJA OBLICZENIOWA ..o 8
WYKORZYSTYWANE METODY ..ot 13
KONCENTRACJA PRZESTRZENNA ... 15
METODA GEOWNYCH SKEADOWYCH ..ooviviiiiieeeeeee: 17
METODA PERMUTACJI BERTINA | TYPOGRAMU UHRCZAKA ..o 18
SAMOORGANIZUJACA SIEC KOHONENA ..o, 19
KLASYFIKACIJA ROZMYTA ittt 20
DRZEWA KLASYFIKACYINE TYPU CART ... 22
LINIOWA REGRESJA WIELOWYMIAROWA (WIELORAKA) ..., 27




Wprowadzenie

Cyfrowa rewolucja technologiczna, jaka dokonata sie w ostatnich latach, znaczgco utatwita dostep do
informacji. Mozliwos¢ wymiany doswiadczen naukowych pomiedzy przedstawicielami pozornie
odlegtych dziedzin wiedzy spowodowata gwattowny rozwdj catej nauki. Nauka o geoinformac;ji,
podobnie jak inne nauki interdyscyplinarne, rozwija sie zaréwno na podstawie wtasnej bazy
metodologicznej i teoretycznej jak rowniez pod wptywem osiggnie¢ innych dyscyplin. Rozwdj
metodyczny nauki o geoinformacji odbywa sie zwtaszcza pod wptywem rozwoju technologii
informatyczno-cyfrowe, lecz takze statystyki (zwtaszcza statystyki przestrzennej) oraz metod
eksploracyjnej analizy danych (spatial data mining). Postepujgca automatyzacja procesu pozyskiwania
informacji przestrzennych pozwala na stosunkowo proste i efektywne ich gromadzenie. Zadaniem
nauki o geoinformacji jest wiec tworzenie lub adaptowanie z innych dziedzin wiedzy nowych metod

pozwalajgcych na optymalne wykorzystanie zgromadzonych danych.

Bezposrednia wizualizacja nieprzetworzonych danych zrédtowych moze sprawic, iz uzyskany
obraz bedzie trudny do interpretacji. Istnieje wiele dobrze poznanych metod analizy danych
zrodtowych, wsréd ktorych jedng z istotniejszych jest klasyfikacja. Réwnie istotne znaczenie ma jednak
rozwdj metod szeroko rozumianej regresji wielowymiarowej — zaréowno wykorzystujgcej metody
liniowe, jak i nieliniowe metody zwigzane z sieciami neuronowymi i systemami wnioskowania

rozmytego, jak i metody ekonometrii przestrzennej (regresji wazonej geograficznie).

Przez setki lat ludzie opisywali otaczajgca przestrzen geograficzng postugujac sie jezykiem
klasycznej kartografii - rysowali mapy, analizowali je i wykorzystywali do orientacji. Wspétczesnie
jezykiem opisu przestrzeni geograficznej sg takze (a nawet gtda)nie) bazy danych przestrzennych oraz
systemy informacji geograficznej (ang. Geographical Information System - GIS). Umozliwiajg one nie
tylko gromadzenie, ale i analizowanie danych geograficznych i zwigzanych z nimi atrybutéw

opisowych.

Istotng role w procesie rozwoju metodyki szeroko rozumianych analiz przestrzennych odegrat
w potowie XX w. rozwoj tzw. kartograficznej metody badan (KMB). W 1947 roku K. A. Saliszczew w
artykule , Kartografia, jej przedmiot i niektére zadania” po raz pierwszy sformutowat koncepcje
wykorzystania map do badania prawidtowosci w rozmieszczeniu zjawisk i ich wzajemnej
wspotzaleznosci. ,Istota metody kartograficznej polega na wigczeniu do procesu badania
rzeczywistosci posredniego ogniwa — mapy geograficznej — jako modelu badanych zjawisk. Mapa

wystepuje przy tym w podwdjnej roli: jako narzedzie badania oraz jako przedmiot w postaci modelu,



zastepujgcego rzeczywiste zjawiska, ktorych bezposrednie badanie jest niemozliwe lub utrudnione”
(Saliszczew, 1998). Koncepcje kartograficznej metody badan rozwinagt A. M. Berlant (1986). Podana
przez niego zmodyfikowana definicia KMB obejmowata wyznaczanie na podstawie map
charakterystyk jakosciowych i ilosciowych zjawisk i procesdw, okreslanie dynamiki ich zmian w czasie
i przestrzeni, wspétzaleznosci oraz tendencji rozwoju i prognozowanie jego przysztych standw.
Wspodtczesnie, w zwigzku z upowszechnieniem technik cyfrowego przetwarzania informac;ji, klasyczna
metodyka stosowania KMB jest z reguty okreslana jako ,, wzbogacenie danych” (ang. data enrichment)
i/lub eksploracyjna analiza danych przestrzennych (ang. spatial data mining) (Olszewski, 2006;

Fiedukowicz, Gasiorowski, Kowalski, Olszewski, Pillich-Kolipinska, 2012).

O celowosci stosowania tak rozumianej eksploracyjnej analizy danych przestrzennych i jej
wiarygodnosci jako metody badan naukowych mozna moéwic jedynie woéwczas, gdy dane zrodtowe
(baza danych przestrzennych i/lub mapy analogowe) spetniajg okreslone kryteria doktadnosciowe. Na
uzyskiwane rezultaty wywiera wptyw zaréwno struktura bazy danych, stopien uogdlnienia

pojeciowego, doktadnos¢ geometryczna, jak i aktualnos$¢ zgromadzonych danych.

Eksploracyjna analiza danych przestrzennych pozwala na wykorzystanie map (a wspdtczesnie
rowniez baz danych przestrzennych) nie tylko do wizualizacji obiektéw i zjawisk, lecz réwniez do
badania i ukazywania ich wzajemnych relacji. Bedaca pierwotnie domeng zawodowych kartograféw -
analiza map stata sie czynnoscig powszechng dla uzytkownikéw Internetu i map cyfrowych oraz baz
danych przestrzennych o charakterze ogélnogeograficznym i tematycznym. Korzystajac z serwisow
mapowych wyznaczamy trase dojazdu czy oceniamy przydatnos¢ inwestycyjng terenu. Jednak
prawdziwa sita analiz przestrzennych tkwi w mozliwosci tacznego wykorzystania informagji

geograficznej, algorytmow statystyki przestrzennej, geostatystyki i metod data mining.

Dane topograficzne i tematyczne gromadzone w urzedowych bazach danych Gtéwnego
Urzedu Geodezji i Kartografii, Gtéwnego Urzedu Statystycznego czy wielu innych organdw centralnych
czy tez urzedéw wojewddzkich warte sg tyle, ile abstrahowana na ich podstawie informacja,
umozliwiajgcg akwizycje wiedzy i tworzenie systemdw wnioskowania. Dane przestrzenne (zaréwno te
urzedowe, jak i te gromadzone i udostepniane przez organizacje spoteczne i firmy komercyjne) sg wiec
wspotczesnie zrodtem wiedzy o otaczajgcym Swiecie. Aby uzyskac te wiedze, trzeba jednak umiejetnie
przetworzy¢ dostepne dane. Narzedziem utatwiajgcym ten proces akwizycji wiedzy z danych o
charakterze przestrzennym jest eksploracyjna analiza danych okreslana czesto jako spatial data

mining.

Jako Ze wiekszos¢ zjawisk i procesdw zwigzanych z rozwojem przedsiebiorczosci w

wojewddztwie kujawsko-pomorskim ma charakter przestrzenny, a zjawiska te zazwyczaj oddziatujg na



siebie tym silniej, im blizej siebie sie znajdujg (tzw. ,pierwsze prawo geografii” Toblera), w
zaproponowanej metodyce uwzgledniono przede wszystkim metody analityczne wykorzystujace
odniesienie przestrzenne. Podejscie to moze stanowi¢ kanwe do wszelkiego rodzaju analiz
biznesowych, majacych za zadanie pozyskanie nowej wiedzy zaréwno w sferze przewidywania
wartosci okreslonych parametrow (ang. predictive data mining), jak rowniez opisywania rozmaitych

prawidtowosci (ang. descriptive data mining).

Dla opracowania metodyki wykorzystania metod iloSciowych i jakosciowych data mining dla
analizy geodanych, kluczowe znaczenie ma bezposrednie lub posrednie uwzglednienie predykatorow
przestrzennych. Zadanie to moze by¢ realizowane np. poprzez wykorzystanie narzedzi GIS lub
dedykowanych skryptéw do wyznaczenie odlegtosci, powierzchni, gestosci danego zjawiska itp.
Wyznaczone parametry mogg by¢ wykorzystane jako dodatkowe zmienne objasniajgce w

uogolnionym modelu regres;ji.
Kluczowe znaczenie zwigzane z metodami analiz statystyczno-przestrzennych ma:

. modyfikacja metod analiz statystycznych tak, by w efektywny i bezposredni sposdb

wykorzystywaty one dane o charakterze przestrzennym (takie jak dane w postaci wektorowej),

. kodowanie zaleznos$ci przestrzennych miedzy obiektami, tak aby z jednej strony mogty
by¢ uwzgledniane jako zmienne (objasniajgce badZ objasniane) w metodach analiz statystycznych, z

drugiej zas w sposdb kompleksowy i wiarygodny opisywaty zaleznosci przestrzenne miedzy obiektami,

o wizualizacja wynikéw analiz wraz z mozliwoscig interaktywnej modyfikacji
budowanego modelu poprzez dodanie lub usuniecie zmiennych niezaleznych objasniajgcych rozktad

przestrzenny danego zjawiska.

W opracowanej metodyce wykorzystano dane MSP dla wojewddztwa kujawsko-pomorskiego,
dane statystyczne GUS, bazy danych ZUS i REGON oraz dane ogdlnogeograficzne z Bazy Danych
Obiektéw Topograficznych BDOT 10k. Dane MSP (ok. 193 tys. rekordéw) zostaty poddane procesowi
geokodowania, co pozwolito na ich bezposrednie wykorzystanie w prowadzonych analizach GIS. Dla
wyznaczenia odlegtosci poszczegdlnych MSP od duzych miast, zjazdéw z autostrady, parkéw
technologicznych itp., a takze do obliczenia gestosci sieci drogowej i gestosci zabudowy w
poszczegdlnych gminach Wykonawca opracowat autorskie skrypty osadzone w $rodowisku
analitycznym GIS. Uzyskane wyniki obliczen geometrycznych zostaty zapisane jako atrybuty ilosciowe

w formacie SHP. Co pozwala na ich bezposrednie wykorzystanie w wiekszosci narzedzi GIS>



Spatial Data Mining

Wywodzaca sie z kartograficznej metody badan metodyka eksploracyjnej analizy danych
przestrzennych (ang. spatial data mining) pozwala zaréwno na analize informacji zrédtowej —
znajdowanie wzorcéw przestrzennych czy ekstrakcje regut decyzyjnych, jak i na wnioskowanie
prognostyczne. Przetwarzajgc dane demograficzne o rozmieszczeniu ludnosci oraz informacje
charakteryzujgce poziom alokacji i wydatkowania funduszy unijnych w Polsce (Gasiorowski,
Hajkowska, Olszewski, 2015) mozemy np. wyznaczy¢ czynniki wptywajgce na poziom wykorzystania
Srodkow Europejskiego Funduszu Rozwoju Regionalnego, Funduszu Spotecznego czy Funduszu
Spdjnosci. Analogicznie — dysponujac danymi demograficznymi, informacjami podatkowymi, danymi z
baz danych REGON i ZUS jesteémy w stanie stosujgc metody i algorytmy spatial data mining
formutowaé hipotezy dotyczace przyczyn wyzszego/nizszego rozwoju przedsiebiorczosci w

poszczegdlnych regionach oraz opracowywacé modele prognostyczne zmian w tym zakresie.

Proponowane w niniejszym opracowaniu podejscie faczy w sobie mozliwosci pakietow GIS
oraz zawansowanych programéw statystycznych oraz umozliwia prowadzenie bardzo ztozonych
analiz. Jednym ze sposobdw takiej analizy jest zastosowanie tzw. ,,drgzenia” danych (data mining) iich
,wzbogacania” (data enrichment) do wykrywania prawidtowosci, regut i struktur ,ukrytych” w bazie
danych. Najwazniejszym celem eksploracyjnej analizy danych przestrzennych jest opracowywanie
metod umozliwiajgcych ,posrednia” analize otaczajacej przestrzeni - dokonywang poprzez analize
modelu jakim jest poprawnie zaprojektowana baza danych przestrzennych (Gotlib, Iwaniak, Olszewski,

2007).

Dostepne w systemach informacji geograficznej funkcje przetwarzania i analizy informacji
przestrzennej sg dalece niewystarczajgce dla prowadzenia bardziej rozbudowanych badan, np.
dotyczacych rozwoju przedsiebiorczosci w regionie, poniewaz pozwalajg jedynie na dokonywanie
prostych analiz przestrzennych, takich jak: wybdr obiektéw wedtug okreslonej cechy lub wewnatrz
utworzonej ekwidystanty, przecinanie warstw itp. Zadaniem eksploracyjnej analizy danych
przestrzennych staje sie wiec poszukiwanie coraz nowszych metod pozwalajgcych na optymalne

wykorzystanie informacji zawartych w bazach danych.

Poszukiwanie relacji miedzy zmiennymi (zaréwno opisowymi, jak i przestrzennymi), jest
podstawowym celem badan naukowych, w tym ekonomicznych. Kluczowe znaczenie ma
,odkrywanie” relacji miedzy zmiennymi, ktére stanowig istotny element otaczajacego nas
Swiata.(Litwin i in., 2005). Podchodzgc do zagadnienia relacji od strony statystycznej mozna wyrdznic

dwa rodzaje wspodtzaleznosci miedzy zmiennymi: funkcyjng i stochastyczna.



Zaleznos¢ funkcyjna wystepuje w sytuacji, gdy zmiana wartosci jednej zmiennej powoduje
jednoznacznie, scisle okreslong zmiane wartosci drugiej zmiennej. W tym przypadku okreslonej
wartosci zmiennej objasniajgcej X (reprezentowanej czesto w postaci wektora danych) odpowiada
doktadnie jedna wartos¢ drugiej zmiennej objasnianej Y. Istota zaleznosci stochastycznej polega zas
na tym, ze wraz ze zmiang wartosci jednej zmiennej nastepuje zmiana rozktadu prawdopodobieristwa
drugiej zmiennej. Szczegélnym przypadkiem niniejszej zaleznosci jest zaleznos¢ korelacyjna
(statystyczna), w ktdrej okreslonym wartosciom jednej zmiennej odpowiadajg $cisle okreslone Srednie

wartosci drugiej zmiennej.

W definiowaniu podejscia wykorzystujgcego metody spatial data mining istotne znaczenie ma
swego rodzaju synergia pomiedzy ,czystg” statystyka, a geoinformacjg. Statystyka dzieki swojemu
wyrafinowanemu aparatowi obliczeniowemu pozwala wyliczy¢ niezwykle interesujgce wielkosci lub
ich zestawy, a nauka o geoinformacji umozliwia analize kontekstu przestrzennego oraz rezentacje
wyniki obliczen w sposéb dajgcy lepsze pojecie o ich lokalizacji w przestrzeni i o ich znaczeniu (Berlant,
1973; Boczarow, 1976). Takie wykorzystanie modeli statystycznych i algorytmdéw uczenia
maszynowego wykorzystywanych do analizy danych przestrzennych pozwala na uzyskanie odpowiedzi
na pytanie np. jak silne, a jednoczesnie skomplikowane mogg by¢ zwigzki przestrzenne pomiedzy
zjawiskami (Gotlib, Iwaniak, Olszewski, 2007). Czy ksztatt gminy ma zwigzek z réwnomiernoscia
rozktadu zarobkow? Czy odlegtos¢ od siedziby wtadz wojewddzkich ma zwigzek z wielkosciag
przyznanych dotacji? Czy da sie objasnic¢ rozwdj przedsiebiorczosci, zwtaszcza zas MSP odlegtoscig od
duzych miast? zjazddw z autostrady? Liczbg parkéw technologicznych w danym regionie? Czy poziom
bezrobocia wptywa na wartos¢ dotacji uzyskiwanych z funduszy unijnych i jesli tak to w jaki sposdb?
Pytania mozna mnozy¢, a odpowiedzi na nie mogg da¢ zarowno odpowiednio dostosowane —
rozbudowane do wtasciwego ,rozumienia” zwigzkow przestrzennych znane ze statystyki algorytmy
(korelacji, regresji, analizy skupien, reguty asocjacyjne, etc.), jak réwniez zupetnie nowe algorytmy
wykorzystujgce metody uczenia maszynowego i spatial data mining — sztuczne sieci neuronowe,

metody wnioskowania rozmytego, drzewa klasyfikacyjne i regresyjne itp.

Celem niniejszego opracowania jest zaréwno dyskusja na poziomie teoretycznym na temat
mozliwosci i korzys$ci ptynacych z potaczenia analiz statystycznych i przestrzennych do oceny stopnia
rozwoju MSP w wojewddztwie kujawsko-pomorskim, jak réwniez przyktady wykorzystania metod
statystycznych i algorytmow spatial data mining tak, by mogty one w sposéb efektywny uwzgledniaé

zaleznosci przestrzenne.



Inteligencja obliczeniowa
Do grupy algorytmoéw inteligencji obliczeniowej zalicza sie miedzy innymi systemy
whnioskowania rozmytego (fuzzy inference systems — FIS), sztuczne sieci neuronowe (artificial

neural networks), zbiory przyblizone (rough sets) i drzewa decyzyjne (decision trees).

Do podstawowych probleméw rozwigzywanych przez Cl nalezg (Duch, 2005):

. klasyfikacja struktur,

. odkrywanie wiedzy w bazach danych: zrozumienie struktury danych,
. selekcja cech, redukcja wymiarowosci problemu,

. inteligentne szukanie z uwzglednieniem semantyki pytania,

. kontrola jakosci rozwigzan,

. optymalizacja wielokryterialna, inteligentne wspomaganie decyzji,

. detekcja regularnosci, analiza interesujgcych skupien,

. askrypcja danych: tgczenie informaciji z kilku zrodet,

. wizualizacja informacji ukrytej w bazach danych.

Ponizej omowiono podstawowe zatozenia i kanwe metodyczng sieci neuronowych oraz
systeméw whnioskowania rozmytego, gdyz te metody inteligencji obliczeniowej (oraz pokrewne
im algorytmy data mining) zostaty wykorzystane w dalszej czesci opracowania do opisu
metodyki analiz iloSciowych i jakosciowych.

Zaréwno systemy wnioskowania rozmytego, jak i sztuczne sieci neuronowe mogg by¢
stosowane w szeroko rozumianej analizie i eksploracji danych przestrzennych. Kazde z tych
podejs¢ ma okreslone zalety. Sztuczne sieci neuronowe charakteryzuje naturalna zdolno$c¢
do generalizacji wiedzy uzyskanej poprzez analize podanych przyktadow, jednakze proces
uzyskiwania wynikéw generowanych przez odpowiednio wytrenowang SSN jest trudny do
interpretacji. Dla utatwienia interpretacji stosowany jest zatem czesto proces ekstrakcji requt
opisujgcych w sposob jawny dziatanie modelowanego systemu. Jest to podejscie zblizone do

definiowania relacji IF-THEN w metodzie sterowania rozmytego.

Systemy wnioskowania rozmytego

Poczatki tzw. logiki rozmytej i teorii zbiorow rozmytych zwigzane sg z nazwiskiem Lofti Zadeha
(1965): ,ogdlnie rzecz biorac, ztozonos¢ i precyzja sg ze sobg w relacji odwrotnej w tym
sensie, ze jezeli ztozonoé¢ rozpatrywanego problemu wzrasta, to zmniejsza sie mozliwos¢

jego precyzyjnej analizy”. Logika rozmyta umozliwiajgca rozpatrywanie w sposéb formalny



sytuacji ,niedokfadnych”, spetnia tym samym postulat adekwatnosci w opisie rzeczywistosci.
Teoria zbioréw i systeméw rozmytych znalazta zastosowanie takze w analizie i klasyfikacji
danych o charakterze przestrzennym.

W klasycznej, arystotelesowskiej logice dwuwartosSciowej zdanie moze przybierac
wartosci ze zbioru {0,1} czesto opisywane jako prawda lub fatsz. W logice wielowarto$ciowej
zdanie jest prawdziwe bgdz fatszywe w okreslonym stopniu — przyjmuje dowolng warto$¢ z
przedziatu [0,1]. Natomiast w logice rozmytej zdanie przybiera wartosci logiczne lingwistyczne
np. catkiem prawdziwe, w wiekszosci prawdziwe, czesciowo prawdziwe, raczej nieprawdziwe,
absolutnie fatszywe itp. Granice tych wartoSci nie sg SciSle okreSlone. Czesto przedziaty
zachodzg na siebie, przenikajg sie lub pokrywaja (Yager, Filev, 1994).

Istotnym pojeciem stosowanym w logice rozmytej jest tzw. funkcja przynaleznosci.
Funkcja przynaleznosci jest to krzywa, ktéra obrazuje stopien przynaleznosci kazdego punktu
przestrzeni rozwazan do danego zbioru rozmytego.

Zaproponowana przez Zadeha (1965, 1973) teoria zbioréw rozmytych zaktada, iz

w opisie dziatania systemu wykorzystywane sg:

. tzw. zmienne lingwistyczne (np. duzy, maly, okoto potowy, dos¢ wysoki, raczej istotny,
smaczny itp.),

. tzw. rozmyte zdania warunkowe wyrazajgce =zaleznosci pomiedzy zmiennymi
lingwistycznymi w postaci regut IF-THEN (jezeli — to), np. jezeli potencjat demograficzny jest
duzy to rozwdj przedsiebiorczosci nastepuje dos¢ szybko,

. tzw. ztozeniowe reguty wnioskowania pozwalajgce na indukowanie wartosci wynikowe;j
na podstawie znajomosci zmiennej pierwotnej oraz zaleznosci miedzy.

Wymienione elementy sg wystarczajgce do opracowania systemu wnioskowania rozmytego,
poniewaz umozliwiajg reprezentacje wiedzy eksperta (wyrazonej w jezyku naturalnym) i jej
praktyczne wykorzystanie (Kacprzyk, 2001). Opisane podejscie jest przyktadem metody
deskryptywnej — nie opartej na modelu, jako ze w sposéb jawny opisywany jest sposéb
sterowania procesem wnioskowania rozmytego.

Istotnym elementem systemu wnioskowania rozmytego jest baza regut. Baza ta
zawiera zdania warunkowe okreslajgce zaleznosci przyczynowe pomiedzy zmiennymi
wejsciowymi i wynikowymi. Celem procesu wnioskowania realizowanego w systemie FIS jest
znalezienie wartosci zmiennej wynikowej indukowanej przez aktualne wartosci zmiennych
pierwotnych oraz baze regut. Jezeli wynikiem wnioskowania jest warto$¢ rozmyta, nalezy
przeprowadzi¢ proces tzw. defuzyfikacji (wyostrzenia). Polega on na przeksztatceniu wartosci
rozmytych w Sciste wartosci liczbowe.

Uzycie regut rozmytych umozliwia uwzglednienie nieprecyzyjnosci, co pozwala na
podniesienie efektywnosci rozwigzania. Wedtug Zadeha kluczowe znaczenie dla budowy

systeméw wykorzystujgcych logike rozmytg ma stosowanie jezyka naturalnego



pozwalajgcego na kompleksowy opis modelowanego systemu (Rys. 1) dokonany przez

eksperta w danej dziedzinie (ludzka percepcje rzeczywistosci).

wiedza zewnetrzna 1
(textbooks, scientific journals, ...)
1 ewaluacja wynikow

(validation of fuzzy rules)

wybér przyktadéw T

(collection of examples)

opracowanie rozmytych regut wnioskowania
(fuzzy rule discovery)

uczenie maszynowe
(machine learning)

\ 4

wybor atrybutow
(extraction of attributes)

kontekst, warunki brzegowe, ...
(context, constraints, ...)

Rys. 1. Architektura systemu wnioskowania rozmytego

Sztuczne sieci neuronowe

Sztuczne sieci neuronowe (SSN) rozwinety sie w wyniku badan prowadzonych w dziedzinie
inteligencji obliczeniowej, a zwtaszcza prac dotyczgcych funkcjonowania podstawowych
struktur mézgu (Tadeusiewicz, 1998). Systemy oparte na wykorzystaniu sieci neuronowych
znalazty szerokie zastosowanie w tych dziedzinach wiedzy, ktérych przedmiotem badania sg
zagadnienia predykcji i klasyfikacji. SSN pozwalajg na stosunkowo proste tworzenie
ztozonych modeli nieliniowych, ,uczac sie” na przedstawianych przykiadach (Fausett, 1994).
Efektywnos¢ stosowania sieci neuronowych zalezy od trafnego skojarzenia ich wiasciwosci z
charakterem problemu, ktory za ich pomocg chcemy rozwigzywac. SSN mogg by¢ uzyteczne
w sytuacjach, w ktérych struktura problemu jest stabo rozpoznana, informacje wejsciowe
niekompletne, a przyblizone wyniki koncowe sg zadowalajgce (Domanski, 2000).

Do sieci neuronowych wprowadza sie pewne zmienne wejsciowe (dane), zas jej
wyjscia definiujg zmienne wyjsciowe (rozwigzania). Dlatego tez mogg one by¢ stosowane
wszedzie tam, gdzie na podstawie pewnych znanych informacji (np. liczba ludnosci w
powiatach, odlegtos¢ od stolicy wojewddztwa, gesto$é sieci drogowej) wnioskuje sie o
pewnych nieznanych informacjach (np. rozwdj przedsiebiorczosci charakteryzowany przez
liczbe MSP na 10 tys. mieszkancow) (Fausett, 1994).

Sieci neuronowe pozwalajg na modelowanie dowolnie ztozonych funkcji nieliniowych.

Proces ,uczenia” sieci typu regresyjnego i wiekszosci sieci klasyfikacyjnych odbywa sie przy

10



uzyciu tzw. algorytmu ,z nauczycielem” —tj. poprzez wielokrotne ,pokazywanie” sieci danych

zrédtowych wraz z poprawng odpowiedzig (Patterson, 1996).

sieé¢ typu MLP sie¢ typu GRNN

sie¢ typu RBF

Rys. 2. Architektura sieci MLP, GRNN, RBF i sieci Kohonena

Istnieje wiele typow sieci neuronowych, réznigcych sie strukturg i zasadami dziatania
(Rys. 2). Do najczesciej stosowanych sieci regresyjnych nalezg tzw. perceptrony
wielowarstwowe — MLP (multilayer perceptron) oraz sieci o radialnych funkcjach bazowych —
RBF (radial basis functions) oraz sieci realizujgce regresje uogolniong — GRNN (generalized
regression neural network).

Z punktu widzenia zagadnienia klasyfikacji danych zrédtowych interesujace jest
zastosowanie SSN uczonych w trybie ,bez nauczyciela”. Przyktadem takiej sieci
klasyfikacyjnej jest tzw. sie¢ Kohonena. W procesie uczenia sie¢ ta nie otrzymuje informaciji
zwrotnej o poprawnosci udzielanej odpowiedzi. Sie¢ Kohonena nie znajgc pozgdanej
informacji wyjsciowej samoczynnie uczy sie rozpoznawania struktury danych (Kohonen,
1982). W procesie tym nastepuje porzadkowanie danych wejsciowych wediug kryterium ich
wzajemnego podobienstwa. Sieci Kohonena znajdujg zastosowanie w eksploracyjnej analizie
danych, przy rozpoznawaniu skupie zmiennych wejsciowych, a takze w klasyfikacji danych
(Tadeusiewicz, 1998). Klasyfikacja ta oparta jest na wewnetrznym podobienstwie struktury

zmiennych, bez koniecznos$ci zaktadania a priori kryteriow podobienstwa i liczby wydzielanych
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klas. Najistotniejszg cechg charakteryzujgca sie¢ Kohonena jest mozliwos¢ odzwierciedlenia
N-wymiarowej relacji podobienstwa obiektéw w przestrzeni dwu- a nawet jednowymiarowe;.
Sie¢ Kohonena ztozona jest tylko z dwdch warstw: wejsciowej i wyjsciowej (Osowski, 1996).
Warstwa wyjsciowa sieci tworzy tzw. mape topologiczng (tzw. mape cech Kohonena),
odwzorowujgcg w przestrzeni jedno- lub dwuwymiarowej relacje podobienstwa cech
analizowanych obiektéw. Uczenie sieci Kohonena ma charakter iteracyjny. Poczatkowe,
dobrane losowo, wartosci wagowe poszczegolnych neurondw sg w poszczegolnych etapach
modyfikowane tak, aby sasiadujgce ze sobg neurony ,specjalizowaty” sie w rozpoznawaniu
podobnych obiektow.

Zastosowanie sieci neuronowych upowszechnito sie dzieki ich wifasciwosciom
uzytecznym w modelowaniu i obliczeniach. Zalety SNN mozna ujgé nastepujgco
(Tadeusiewicz, 1998):

. SSN pozwalajg na stosunkowo proste tworzenie dowolnie ziozonych modeli
nieliniowych, ,uczgc sie” na przedstawianych przyktadach. Metoda ta nie wymaga
przyjmowania a priori zadnych zatozenh co do ksztattu i stopnia nieliniowosci tworzonej funkgciji
regresji,

. sieci neuronowe charakteryzuje wysoki stopien odpornosci na btedy. Informacje na
podstawie ktorych uczymy sie¢ moga by¢ niepetne lub obarczone btedem. Odpowiednio
nauczona sie¢ neuronowa potrafi skutecznie odfiltrowa¢ szum i prowadzi¢ obliczenia

w oparciu o wypadkowe tendencije i trendy,

. istotng zaletg stosowania sieci neuronowych jest tatwosé uzycia. SSN dziatajg na
zasadzie ,czarnej skrzynki”: pytanie — odpowiedz. Sieci neuronowe w praktyce same
konstruujg potrzebne uzytkownikowi modele, poniewaz automatycznie uczg sie na podanych
przyktadach. Proces uczenia sieci zastepuje programowanie. Dzieki temu mozna
rozwigzywacé problemy obliczeniowe nie znajgc algorytmu, dysponujgc jedynie testowym
zbiorem zawierajgcym ,pytania” i ,odpowiedzi”.

. wlasciwie przygotowang (nauczong) SSN cechuje zdolnos¢ do generalizacji, fj.

umiejetnos¢ uogolniania zdobytej wiedzy.
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Wykorzystywane metody

Wobec ztozonosci informacji zawartych w udostepnionej bazie REGON, ZUS, danych
statystycznych oraz informacji topograficznej zawartej w bazie danych BDOT 10 K,
Wykonawca podjat starania opracowania metodyki analiz, ktora uwzgledniajgc dane
lokalizowane przestrzennie, umozliwi zarazem analize wszystkich zawartych w tabeli
zrédtowej informacji opisowych dotyczgcych MSP, np. formy wtasnosci, stanu aktywnosci,
liczby pracownikéw itp. Kluczowe znaczenie ma jednak opracowanie metodyki eksploracyjnej
analizy danych przestrzennych, ktéra uwzglednia nie tylko ,surowe” dane, lecz takze kontekst
przestrzenny — odlegtos¢ od osrodka decyzyjnego, firm partnerskich, autostrad, a takze
szeregu parametréw demograficznych.

Jako kanwa analityczna wykorzystywana niniejszym opracowaniu zostaty
zaproponowane metody jakosciowe i ilosciowe — zaréwno ,klasyczne”, jak i wywodzgce sie z

tzw. metod inteligenciji obliczeniowej i data mining (Rys. 3).

statystyka

geo-
statystyka

DATA
MINING
Data

Science
Knowledge

Data
Discovery

kartograficzna
metoda badan

Rys. 3. Schemat zaleznosci pomiedzy metodami data mining, statystyka, kartograficzng

metodg badan, sztuczng inteligencjg oraz uczeniem maszynowym.
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W niniejszym opracowaniu przedstawiono mozliwosci wykorzystania w analizie
rozwoju MSP w wojewddztwie kujawsko-pomorskim metod jako$ciowych zwigzanych z
klasyfikacjg danych, jak i metod ilosciowych umozliwiajgcych realizacje szeroko rozumianych
zagadnien o charakterze regresyjnym. Ponizej wymieniono omowione w dalszej czesci

opracowania metody.

Metody klasyfikacji:

- koncentracja przestrzenna

- gtébwne sktadowe

- permutacje Bertina

- typogram Uhorczaka

- klasyfikacja rozmyta

- sieci samoorganizujgce Kohonena

- drzewa klasyfikacyjne typu CART

Metody regresji uogolnionej:

- liniowa regresja wielowymiarowa

- regresja wazona geograficznie (ekonometria przestrzenna)
- regresja nieliniowa

- MARS

- wektory nosne

- drzewa regresyjne

- sieci neuronowe

Mozliwosci wykorzystania poszczegolnych metod analitycznych opisanych ponizej
zilustrowano wykorzystujgc zbior danych charakteryzujgcych gminy wojewodztwa kujawsko-
pomorskiego. Zestaw danych zawiera 144 rekordy odpowiadajgce 144 gminom tego
wojewoddztwa. Poszczegolne obiekty charakteryzowane sg przez zestaw kilkudziesieciu
parametrow (cech) wyrazonych zaréwno w ilosciowych, rangowych, jak i jakosciowych
skalach pomiarowych. Przyktadowo zestaw danych zawiera informacje na temat typu gminy
(miejska, miejsko-wiejska, wiejska), jej wielkosci, gestosci zaludnienia, procencie zabudowy,
liczbie ludno$ci, poziomie bezrobocia, wptywach z podatkéw, liczbie MSP w poszczegdlnych

gminach itp.
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Koncentracja przestrzenna

W ujeciu strukturalnym pod pojeciem koncentracji rozumie sie pewien stan jaki
osiggnagt badany ukitad przestrzenny. Zjawisko koncentracji mozna zdefiniowa¢ jako
nierbwnomierny podziat ogdlnej sumy wartosci cechy pomiedzy poszczegdlne jednostki
badanej zbiorowosci, a do oceny jej stopnia mozna zastosowac rézne metody:

- graficzng, w ktorej wykresla sie i analizuje tzw. krzywg koncentracji Lorenza,

- numeryczng, w ktérej wyznacza sie odpowiednie wskazniki liczbowe,
np.indeks Giniego.

Aby opracowaé krzywg koncentracji nalezy pogrupowac dane i zestawic¢ je w
dwa szeregi kumulacyjne. Pierwsza z kolumn zawiera skumulowang czestos¢ dla liczebno$ci
zjawiska (np. liczby MSP w poszczegdlnych powiatach), drugi za$ okresla skumulowang
czestos¢ dla wartosci cechy. Obie czestosci wyrazane sg w procentach, co pozwala na
normalizacje wartosci liczbowych i opracowanie krzywej koncentracji w tzw. kwadracie
jednostkowym.

Dwukrotnosé pola pomiedzy krzywg Lorenza a przekatng kwadratu jednostkowego
nazywana jest wskaznikiem Giniego. Wskaznik ten stosowany jest w statystyce jako miara
koncentracji (nieréwnomiernosci) rozkladu zmiennej losowej. Przyjmuje on wartosci od 0 do
1, przy czym 0 okresla petng rownomiernos¢ rozktadu, a wartos¢ 1 oznacza, ze tylko jedna
obserwacja z nieskonczonego zbioru uzyskata dodatnig wartos¢ zmiennej. Wskaznik ten
czesto jest wyrazany takze w %.

W przypadku analizy danych przestrzennych analiza krzywej Lorenza pozwala na
opracowanie mapy koncentracji nazwanej przez F. Uhorczaka mapag koncentracji mozaikowe;.
Metoda wykorzystujgca pojecie koncentracji powierzchniowej umozliwia badanie
nierownomiernosci przestrzennego rozmieszczenia zjawisk bgdz obiektow w ramach
przyjetego uktadu powierzchniowych jednostek odniesienia, np. podziatu administracyjnego
kraju czy wojewodztwa.

Mapa koncentracji powierzchniowej powstaje w wyniku wyréznienia jednostek
odniesienia, do ktorych przyporzadkowane sg okreslone wartosci liczbowe cechy badanego
obiektu lub zjawiska. Materiatami zrédtowymi niezbednymi do okreslenia koncentraciji
powierzchniowej sa:

- mapa z zaznaczonymi granicami jednostek uktadu terytorialnego,

- dane statystyczne wyznaczone dla tych jednostek.

Do prezentacji wynikbw na mapie stosuje sie metode kartogramu, jednakze dobor

przedziatow klasowych w tej metodzie wynika wprost z analizy krzywej koncentracji Lorenza.
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Na ponizszych rysunkach zaprezentowano koncentracje przestrzenng funduszy
unijnych uzyskanych w ramach Programu Operacyjnego Innowacyjna Gospodarka oraz
Programu Operacyjnego Kapitat Ludzki. Obie mapy obrazujg rozktad przestrzenny funduszy
unijnych w 2014 r., wskazujg zarazem na znacznie wiekszg koncentracje przestrzenng

Srodkow przeznaczonych na rozwoj gospodarczy niz spoteczny (Rys. 4).

E 19 66

-
/

Rys. 4. Koncentracja przestrzenna srodkéw unijnych uzyskanych przez

poszczegdblne powiaty w ramach Programu Operacyjnego Innowacyjna Gospodarka (goéra)

oraz Programu Operacyjnego Kapitat Ludzki (dot) w 2014 r. (analiza wtasna)
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Metoda glownych skltadowych

Analiza czynnikowa jako metoda badania uktadéw wielozmiennych jest czesto
stosowana w geografii ekonomicznej. Pojecie ,analiza czynnikowa” jest wieloznaczne i odnosi
sie do wielu metod. Najbardziej znane sposréd nich to analiza czynnikowa w wezszym
znaczeniu i tzw. analiza gtéwnych skfadowych (Z. Chojnicki, T. Czyz, 1977).

Za tworce analizy sktadowych gtéwnych uwaza sie H. Hotellinga, ktory zastosowat
opracowang przez siebie metode w dziedzinie psychologii. Popularnos¢ stosowania
algorytmu gtéwnych sktadowych jako metody klasyfikacji wynika z faktu, iz umozliwia on
sprowadzenie uzyskanych wynikéw z przestrzeni N wymiarowej do przestrzeni tréj-, dwu-, a
nawet jednowymiarowej (Z. Kaczmarek, J. Parysek, 1977). Istotg metody jest transformacja
wyjsciowych zmiennych Yj (j = 1, 2, ..., n) — atrybutéw charakteryzujgcych badane jednostki
przestrzenne w nowe zmienne Vj. Zmienne te zwane sg sktadowymi gtéwnymi, przy czym V1
zawiera najwiekszy tadunek informaciji, V2 mniejszy, zas Vn najmniejszy. Do ostatecznej
analizy klasyfikacyjnej przyjmuje sie zwykle jednostki przestrzenne uporzadkowane liniowo
wzgledem jednej, dwoch lub trzech pierwszych sktadowych, o czym decyduje fadunek
informacyjny wnoszony przez poszczegdlne sktadowe.

Przyktadem zastosowania tej metody moze by¢ analiza zestawu czterech zmiennych
charakteryzujgcych dochody poszczegdlnych gmin wojewddztwa kujawsko-pomorskiego
(zmienne: dochody1, dochody2, dochody3, dochody4). Analiza gtéwnych skfadowych
pozwala na uzyskanie ponad 2/3 wartoéci informacyjnej wektora danych wejsciowych na
podstawie pierwszej sktadowej gtdwnej (Rys. 5). Dodanie drugiej sktadowej zwieksza wartos¢
informacyjng modelu wynikowego do poziomu blisko 85%.

Analiza sktadowych gtéwnych - podsumowanie
Liczba sktadowych: 2
0.9

h -

0.7

0.6

0.5

0.4

0.3

2 2 B ReX(skumul.)
Sktadowa [ Q¥(skumul.)
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Skla.. R3X  R2X(.. Wart.. @ Gran... Q*s... Istot...
1 0675 0675 2698 0463 0255 0463 Tak
2 0.167 0842 0668 -0100 0338 0393 Nie

Rys. 5. Analiza gtéwnych sktadowych dla 4 typéw dochodéw gmin wojewddztwa

kujawsko-pomorskiego.

Metoda permutacji Bertina i typogramu Uhrczaka

Zaréwno metoda permutacji, jak i wywodzgca sie z kartografii tematycznej metoda
typogramu ma na celu dokonanie klasyfikacji jednostek przestrzennych na podstawie
charakteryzujgcych je cech. Klasyfikacje mozna okresli¢ jako systematyczne grupowanie
danych na podstawie jednej lub kilku cech (M-J. Kraak, F. Ormeling, 1998). Prowadzi to do
generalizacji tematycznej danych zrodtowych, poprawia jednak znacznie czytelnos¢ przekazu
informaciji. Istotnym celem klasyfikacji jest zatem porzgdkowanie obiektéw w przestrzeni
fizycznej, a takze spetnianie funkcji poznawczej — zrozumienie struktury danych.

Jednym ze sposobow prowadzenia klasyfikacji jest typologia — wyrdznianie typow,
czyli wyznaczenie pewnego zbioru, ktérego elementy wykazujg w okreslonym stopniu
podobienstwo cech do wzorca. Istothym kryterium wydzielania typdéw jest ich jednorodnos$é.
Algorytmy klasyfikacji obiektow wielocechowych oparte sg na metodzie ,odkrywania”
podobienstwa wewnetrznej struktury tych obiektow (W.S. Tikunow, 1997).

Wyniki klasyfikacji obiektéw przedstawiane sg zwykle w postaci zestawien
tabelarycznych. W przypadku klasyfikacji jednostek przestrzennych jest to takze mapa. Mapy
tematyczne pozwalajg bowiem prezentowac nie tylko fakty, lecz takze hipotezy i rezultaty
analiz.

Kartograficznym przyktadem prezentacji tematycznej obiektéw wielocechowych jest
opracowany przez F. Uhorczaka kartotypogram (F. Uhorczak, J. Ostrowski, 1972). Podstawg
konstrukcji typogramu jest uktad wspotrzednych. Kazda z osi reprezentuje intensywno$é
wystepowania okreslonego atrybutu charakteryzujgcego wtasnosci jednostki przestrzenne;.
NajczeSciej stosowany jest uktad ortogonalny, umozliwiajgcy prezentacje zjawisk
czterocechowych, mozliwe jest takze uzycie uktadéw wieloosiowych. Gtdéwnym celem
typogramu jest okreslanie typu obiektu poprzez poréwnanie ksztattow figur reprezentujgcych
poszczegdblne jednostki przestrzenne. Wspotczesnie metoda ta okreslana jest tzw. wykres
radarowy. Jego odniesienie do poszczegblnych jednostek przestrzennych (np.

poszczegoélnych powiatow w danym wojewddztwie) pozwala na opracowanie wielocechowe;j
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mapy tematycznej obrazujgcej np. liczbe MSP, liczbe ludno$ci, gesto$¢ sieci drogowej itp. na

jednej mapie tematycznej charakteryzujgcej cate wojewddztwo.

Innym przyktadem niestandardowej klasyfikacji danych przestrzennych jest
opracowana przez J. Bertina (1981) metoda permutacji. Jest to metoda graficzna oparta na
zdolnosci percepcyjnej oka ludzkiego do postrzegania relacji w uktadzie przestrzennym. Dla
analizowanych obiektéw i charakteryzujacych je atrybutdéw budowana jest macierz informaciji.
W kolumnach tej macierzy zawarte sg informacje o poszczegdlnych obiektach, zas w
wierszach o ich cechach. Porzadkowaniu podlegajg zaréwno obiekty jak i cechy.
Wspétczesnie metoda ta zostata w petni zautomatyzowana i pozwala na wyznaczanie
.Klastrow przestrzennych” zaréwno w przestrzeni dwuwymiarowej, jak i N-wymiarowej
przestrzeni cech. Rozwiniecie tej metody stanowi samoorganizujgca sie sie¢ neuronowa

Kohonena. Zagadnienie to zostat oméwione ponizej.

Samoorganizujaca sie¢ Kohonena

Z punktu widzenia zagadnienia klasyfikacji danych Zzrodtowych interesujgce jest
zastosowanie SSN uczonych w trybie ,bez nauczyciela”. Przyktadem takiej struktury jest tzw.
sie¢ Kohonena. W procesie uczenia sie¢ ta nie otrzymuje informacji zwrotnej o poprawnosci
udzielanej odpowiedzi. Sie¢ Kohonena nie znajgc pozadanej informacji wyjsciowej
samoczynnie uczy sie rozpoznawania struktury danych (T. Kohonen, 1982). W procesie tym
nastepuje porzadkowanie danych wejsciowych wedtug kryterium ich wzajemnego
podobienstwa. Sieci Kohonena znajdujg zastosowanie w eksploracyjnej analizie danych, przy
rozpoznawaniu skupien zmiennych wejsciowych, a takze w klasyfikacji danych (R.
Tadeusiewicz, 1998). Klasyfikacja ta oparta jest na wewnetrznym podobienstwie struktury
zmiennych, bez koniecznosci zaktadania a priori kryteriow podobienstwa i liczby wydzielanych
klas. Najistotniejszg cechg charakteryzujgca sie¢ Kohonena jest mozliwos¢ odzwierciedlenia
N-wymiarowej relacji podobienstwa obiektéw w przestrzeni dwu- a hawet jednowymiarowej.

Sie¢ Kohonena ztozona jest tylko z dwoch warstw: wejsciowej i wyjsciowej. Warstwa
wyjéciowa sieci tworzy tzw. mape topologiczng (mape cech Kohonena), odwzorowujgcg w
przestrzeni jedno- lub dwuwymiarowej relacje podobienstwa cech analizowanych obiektéw.
Uczenie sieci Kohonena ma charakter iteracyjny. Poczgtkowe, dobrane losowo, wartosci
wagowe poszczegOllnych neurondéw sg w poszczegolnych etapach modyfikowane tak, aby
sgsiadujgce ze sobg neurony ,specjalizowaty” sie w rozpoznawaniu podobnych obiektow
(Rys. 6).
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Zastosowanie sztucznych sieci neuronowych mozna rozumie¢ jako rozwiniecie
tradycyjnych metod klasyfikacji danych przestrzennych. Zastosowanie sieci Kohonena
pozwala na porzgdkowanie struktury wielowymiarowych danych zrodtowych i jej wizualizacje
w przestrzeni jedno- lub dwuwymiarowej. Zastosowanie jednowymiarowej warstwy wyjsciowej
SSN pozwala na bezposrednie prezentowanie wynikoéw klasyfikacji na mapie tematycznej, co

jest podejsciem optymalnym z kartograficznego punktu widzenia.

Rys. 6. Etapy dziatania sieci Kohonena

Dla danych testowych zawierajgcych 144 obiekty reprezentujgce gminy wojewddztwa
kujawsko-pomorskiego opracowana zostata samoorganizujgca sie¢ Kohonena zawierajgca 8
neuronbw w warstwie wejsciowej oraz trzy neurony w warstwie wyjSciowej. Danymi
wejsciowymi byty np. liczba ludnosci, powierzchnia gminy, gestosé zabudowy, gestos¢ sieci
drogowej itp. Warstwa wyjsciowa umozliwita klasyfikacje obiektow na trzy kategorie, ktore
pozwolity na dokonanie podziatu danych zrédtowych na gminy ,duze”, ,$rednie” i ,mate” na
podstawie jednoczesnej analizy 8 cech (zmiennych niezaleznych). Dane te zapisane jako
cecha WielGmin o charakterze rangowym zostaty wykorzystane w dalszych analizach spataial
data mining, np. klasyfikacji danych wykorzystujgcej drzewa decyzyjne typu CART.

Klasyfikacja rozmyta

Zagadnienie klasyfikacji jednostek przestrzennych stanowi jeden z istotniejszych
problemoéw nauki o geoinformaciji, moze by¢ takze stosowane w celu tworzenia i obrazowania
modeli ekonomicznych. Metody taksonomiczne zapozyczone z nauk niegeograficznych
traktujg poszczegodlne obiekty jako niezalezne catosci w oderwaniu od ich potozenia

przestrzennego. Metody taksonomiczne grupujg jednostki przestrzenne w klasy (lub typy) bez
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zachowania warunku ciggtosci przestrzennej charakterystycznego dla procesu regionalizacji.
Procedura typologii w ujeciu taksonomicznym uwzglednia cztery podstawowe etapy (Z.
Chojnicki, T. Czyz, 1973):

1. opracowanie macierzy informacji,

2 redukcje wymiarow przestrzeni wielocechowej,
3. estymacje wielocechowego podobienstwa,

4 grupowanie lub podziat przestrzenny.

Procedura ta moze by¢ realizowana na wiele sposobéw. Jedng z nich jest
wykorzystanie ogoélnej metodyki wnioskowania rozmytego do klasyfikacji wielocechowych
obiektow majgcych odniesienie przestrzenne.

Teoria zbioréw i systemow rozmytych znalazta zastosowanie w analizie i klasyfikaciji
danych o charakterze przestrzennym. Koncepcja rozmytosci stosowana w typologii
wykorzystuje pojecie rozmytej relacji podobiehstwa. Kryterium podziatu jednostek
przestrzennych na okre$lone klasy jest ich wzajemne podobienstwo rozpatrywane ze wzgledu
na charakteryzujgce je atrybuty. Podobienstwo to ujete jest w pewien przedziat wartosci
liczbowych.

Utozsamienie idei rozmytosci i prawdopodobienstwa jest przedmiotem dyskusji i
sporéw prowadzonych przez badaczy od poczgtkdw powstania teorii zbioréw rozmytych (K.
Jajuga, 1984). ,Rozmyte” funkcje podobienstwa obiektéw mozna interpretowaé bowiem jako
podobienstwo obiektu O do klasy rozmytej K. W klasyfikacji rozmytej dany obiekt nalezy do
réznych klas z réznymi stopniami przynaleznosci.

W literaturze przedmiotu wyréznia sie kilka metod tworzenia klasyfikacji rozmyte;.
Jedng z czesciej stosowanych jest iteracyjny algorytm wykorzystujgcy pojecie rozmytego
Srodka ciezkosci. W kolejnych krokach obliczeniowych dokonuje sie zmiany stopnia
przynaleznosci danego obiektu do poszczegdinych klas. Procedure kontynuuje sie az do
momentu, gdy wyznaczane wartosci stopnia przynaleznosci przestang zmieniac sie w stopniu
istotnym.

Na uzytecznos¢ stosowania w ekonomii i nauce o geoinformacji metody klasyfikaciji
opartej na zbiorach rozmytych zwrécit uwage W.S. Tikunow (1997). Opracowany przez niego
niestandardowy algorytm typologii pozwolit na dokonanie ,rozmytej” klasyfikacji panstw swiata
wedtug kryterium ich potencjatu gospodarczego. Autor ten szeroko omawia takze uzytecznosc¢
réznych metod wydzielania grup taksonomicznych na przykfadzie klasyfikacji panstw Europy

wedtug kryterium stosunkéw handlowych z krajami bytego ZSRR.

21



Drzewa klasyfikacyjne typu CART

Metodg wywodzgca sie z grupy algorytméw data mining, ktora pozwala na
uwzglednienie przestrzennego charakteru danych jest zastosowanie drzew klasyfikacyjnych
z predykatorami przestrzennymi, co pozwala na realizowanie zadan klasyfikacyjnych w
oparciu nie tylko o zmienne predykcyjne o charakterze jakosciowym lub iloSciowym, ale
réwniez o zmienne okreslajgce przestrzenne zaleznosci miedzy obiektami. Przestrzenne
zaleznosci mogag by¢ definiowane za pomocg trzech typdw relacji: relacji topologicznych
(okreslonych przez operatory przestrzenne typu: obiekt A przecina obiekt B, obiekt A zawiera
obiekt B, etc.), relacji odlegtosci (okreslajgcej odlegtosci miedzy obiektami), relacjg kierunku
(okreslajacg wzajemne potozenie obiektow wzgledem stron Swiata). Zdefiniowane w ten
sposob relacje przestrzenne pozwolg na uzyskanie kompleksowej informacji o przestrzennych
zaleznosciach miedzy obiektami. Klasyfikacja obiektow za pomocg metody drzew
klasyfikacyjnych z wykorzystaniem predykatorow przestrzennych daje realng szanse
uzyskania efektywniejszych wynikéw, anizeli klasyczne drzewa klasyfikacyjne, gdyz w sposob
bezposredni (w postaci niezagregowanej w zaden sposob) uwzglednia przestrzenny uktad
obiektow.

Chcac przeprowadzi¢ podziat dowolnego zbioru obiektéw przeprowadzamy kolejne
grupowania zakresu zmiennosci cech opisujgcych obiekty, wéwczas najwygodniej jest
przedstawi¢ 6w proces w postaci drzewa. Hierarchiczna budowa takiego drzewa klarownie
oddaje proces podejmowania decyzji. Drzewo stanowi graf ztozony z wezidéw i krawedzi
taczacych wybrane wezty. Poczatek drzewa reprezentuje wezet zwany korzeniem drzewa,
ktéry stanowi caly zbior obserwaciji. Z kazdego wezta moze wychodzi¢ dwie lub wiecej
krawedzie. W tym pierwszym przypadku méwi sie o tzw. drzewach binarnych, w drugim zas o
drzewach dowolnych.

Wezet, z ktérego nie wychodzg zadne krawedzie nazywany jest lisciem drzewa. Kazdy
wezet prezentuje decyzje o podziale zbioru (lub podzbioru) obiektéw na podzbiory z uwagi na
jedna z cech objasniajgcych. Dzielony zbiér (lub podzbidr) nosi nazwe wezta macierzystego,
natomiast wydzielone podzbiory to wezly potomki. Wielko$¢ drzewa okreslona jest przez
liczbe lisci, natomiast gtebokos¢ drzewa to liczba krawedzi miedzy korzeniem drzewa, a
najbardziej odlegtym lisciem.

Drzewo jest graficznym modelem, ktérego konstrukcja opiera sie na zasadzie
rekurencyjnego podziatu zbioru obserwaciji A na n roztgcznych podzbiorow A1, A2, A3, ...An.
Celem budowy modelu jest otrzymanie podzbioréw maksymalnie jednorodnych, w odniesieniu
do wartosci zmiennej objasdnianej. Jest to proces wieloetapowy, w ktérym w kazdym

nastepnym kroku moze by¢ wykorzystywana inna zmienna niezalezna. Na kazdym etapie
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analizuje sie bowiem wszystkie predykatory, a nastepnie wybiera ten, dzieki ktéremu
uzyskamy najlepszy podziat wezta, a wiec najbardziej homogeniczne podzbiory.

Drzewa klasyfikacyjne stosowane sg do okreslania przynaleznosci przypadkéw lub
obiektéw do klas jakosciowej zmiennej objasnianej w oparciu o pomiary jednej lub wiecej
zmiennych objasniajgcych. Priorytetem analizy opartej na drzewach klasyfikacyjnych jest
prognozowanie lub objasnianie odpowiedzi (reakcji) ukrytych w jakosciowej zmiennej
zaleznej.

Do najbardziej znanych drzew decyzyjnych nalezg drzewa klasyfikacyjne i regresyjne
typu CART (Classification and Regression Trees). Modele drzew klasyfikacyjnych i
regresyjnych CART umozliwiajg budowe zaréwno modeli stuzgcych do rozwigzywania
zagadnien klasyfikacyjnych (zmienna predykcyjna jest cechg jako$ciowq) jak i regresyjnych
(ilosciowa zmienna zalezna). W problemach klasyfikacyjnych giéwnym celem jest znalezienie
drzewa, ktorego liscie bytyby mozliwie jak najbardziej jednorodne, tj. zwieraly obserwacje,
ktére nalezatyby do tej samej klasy lub kategorii.

Do kluczowych zalet metody CART naleza:

. wykorzystywanie kazdej kombinacji zmiennych ciggtych i kategorialnych
. umozliwienie analizy zbioréw danych o ztozonej strukturze
. brak czutosci na wystepowanie obserwaciji nietypowych.

Istotng zaletg modeli typu CART jest takze brak zatozen wstepnych co do liniowosci modeli.
CART jest przyktadem metody nieparametrycznej, w ktorej uzyskiwane wyniki mogg byc¢
zaprezentowane w postaci kilkku warunkéw logicznych typu IF-THEN. Algorytmy
wykorzystujgce drzewa klasyfikacyjne sg czesto stosowane w zagadnieniach data mining,
gdzie wiedza a priori jest relatywnie niska, i trudno jest postawi¢ klasyczne hipotezy
statystyczne. Metody drzew klasyfikacyjnych (w tym algorytmy CART) potrafig ,ujawnié”
zwigzki pomiedzy kilkoma zmiennymi, ktére nie zostalyby wykryte przez inne techniki
analityczne.

Przykladem zastosowania drzew CART do klasyfikacji wielocechowych zjawisk
odniesionych przestrzennie jest analiza poziomu przedsiebiorczosci w gminach wojewédztwa
kujawsko-pomorskiego. Jako zmienne objasniane w modelu regresiji wielorakiej stosowane
byty liczebnosci firm (mikro, matych i srednich) przypadajgce na 10 000 mieszkancow. Dla
zachowania spéjnosci oraz uzyskiwania poréwnywalnosci wynikow uzyskiwanych dzieki
zastosowaniu drzew klasyfikacyjnych typu CART oraz liniowej regresji wielorakiej przy
podziale danych na klasy zastosowano jednakowy podziat tréjdzielny w obu tych metodach.

Wykorzystujgc zgromadzone dane zrédtowe dokonano klasyfikaciji eksperckiej mikro
przedsiebiorczosci na trzy kategorie (Rys. 7): wysoka, $rednia i niska przedsiebiorczos¢ w

poszczegodlnych gminach wyrazona jako stosunek liczby firm na 10 000 mieszkancow.
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Przedstawione ponizej drzewo klasyfikacyjne CART wskazuje, iz dla objasnienia zmiennej

zaleznej kluczowe znaczenie majg dochody wiasne gmin uzyskiwane z podatkéw, odlegtosc

od duzych firm, z ktérymi kooperujg mikroprzedsiebiorcy, a takze procent zabudowy i gestos¢

sieci drogowej.

middie Drzewo dla mikro_3
:?)I\?vh Liczba weztéw dzielonych: 4, liczba weztéw koncowych: 5
Model: C&RT
D=1 N=144
middle
[ |
G_dochod_2
<=746.825 > 746.825
D=2 N=108 D=3 N=36
middle high
mN. 1l ]
G_dochod_2 O_dist_df
<= 470.245 > 470.245 <= 23617.08 >23617.08
D=4 N=43 ID=5 N=65 D=6 N=31 D=7 N=5
low middle high middle
— [ = — [
Ptzb_proc
<=2.08284 >2.08284
D=8 N=10 D=9 N=5§
low middle
1 m — [ 1

Rys. 7. Drzewo klasyfikacyjne CART opracowane dla firm typu mikro w wojewddztwie

kujawsko-pomorskim (analiza wiasna).

Interpretacja sposobu klasyfikacji realizowanej przez drzewo CART wyrazona w jezyku

naturalnym ma postac:

- przedsiebiorczosé (mikro) w danej gminie jest wysoka jesli dochody przypadajgce na osobe

w tej jednostce sg wieksze niz 747 zt, za$ odlegtos¢ od duzych firm jest mniejsza niz 24 km

(iS¢ 6).

- przedsiebiorczo$¢ (mikro) w danej gminie jest Srednia jesli dochody przypadajgce na osobe

w tej jednostce sg wieksze niz 747 zt, zas odlegtos¢ od duzych firm jest wieksza niz 24 km

(lis€ 7) lub dochody sa nizsze niz 747 zt (aczkolwiek wyzsze niz 470 zt), zas procent zabudowy

w tej gminie jest wyzszy niz 2% (iS¢ 9)
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- przedsiebiorczos¢ (mikro) w danej gminie jest niska jesli dochody przypadajgce na osobe w
tej jednostce sg mniejsze niz 470 zt (lis¢ 4) lub dochody sg wyzsze niz 470 zt (aczkolwiek
nizsze niz 747 zt), zas procent zabudowy w tej gminie jest nizszy niz 2% (lis¢ 8).
Umieszczone ponizej wynikowe mapy tematyczne pokazujg (odpowiednio) zrodiowg
klasyfikacje tj. podziat gmin w wojewddztwie kujawsko-pomorskim na wysoka, Srednig i niska
przedsiebiorczos¢ w zakresie mikro firm (Rys. 8) oraz wyniki klasyfikacji realizowanej przez
drzewo decyzyjne CART (rys. 9). Etykiety gmin wskazujg na numer liscia w drzewie CART,
wedtug ktorego klasyfikowane byly poszczegdlne gminy. Czerwona szrafura wskazuje na
gminy, ktére zostaty btednie zaklasyfikowane. Liczba gmin bftednie zaklasyfikowanych wynosi
43, co stanowi 29.9%. Btad ten wynika z uwzglednienia w drzewie decyzyjnym zaledwie trzech

zmiennych objasniajgcych.

Al
i,

Av: ’&9

S

Rys. 8. Klasyfikacja ekspercka gmin w wojewddztwie kujawsko-pomorskim na wysoka,

srednig i niskg przedsiebiorczo$¢ w zakresie mikro firm
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Rys. 9. Wyniki klasyfikacji realizowanej przez drzewo decyzyjne CART

Uzyskane wyniki wskazujg, iz uzycie zaledwie trzech zmiennych objasniajgcych
pozwala na utworzenie klasyfikatora CART, ktéry pozwala na przypisanie poszczegélnych
gmin do grupy jednostek administracyjnych o relatywnie wysokiej/$redniej/niskiej mikro
przedsigbiorczosci w odniesieniu do 10 000 mieszkancow. Rozktad przestrzenny wynikéw
klasyfikacji CART jest zblizony do zrédtowej klasyfikacji eksperckiej, jednak nalezy podkreslic,
iz wartoécig dodang zastosowania drzewa decyzyjnego jest przypisanie poszczegdlnym
gminom identyfikatora liscia CART, co pozwala na objasnienie wynikéw klasyfikacji w postaci
skfadni SQL, a takze jezyka naturalnego. Umozliwia to poszukiwanie odpowiedzi nie tylko na
pytanie KTORE gminy charakteryzuje np. wysoka przedsiebiorczos¢, lecz takze DLACZEGO
w tych gminach rozwdj przedsigbiorczosci jest wysoki.

Ze wzgledu na prostote dziatania oraz duzg komunikatywno$¢ uzyskiwanych wynikéw,
a takze bezposrednig ekstrakcje regut decyzyjnych objasniajacych model klasyfikacji (lub
regresji), Wykonawca szczeg6lnie poleca prowadzenie analiz spatial data minng z
wykorzystaniem drzew decyzyjnych typu CART.
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Liniowa regresja wielowymiarowa (wieloraka)

Tworzenie modelu regresji wielowymiarowej wymaga postawienia hipotezy badawczej
o istnieniu zaleznosci przyczynowo skutkowej pomiedzy zmiennymi niezaleznymi oraz
zmienng zalezng. Co wiecej zaleznosc ta, ktérej miarg jest wartos¢ wspotczynnika korelacji
Pearsona nie moze mie¢ charakteru pozornego, dane powinny by¢ wyrazone w ilosciowych
skalach pomiarowych o rozktadzie zblizonym do normalnego. Sg to bardzo silne zatozenia,
ktére sprawiajg, iz wielowymiarowe modele regresji liniowej (tzw. regresji wielorakiej) sa
stosowane gtownie jako tzw. pierwsze przyblizenie ztozonego modelu budowanego w oparciu
o funkcje nieliniowe (np. sztuczne sieci neuronowe). Regresja liniowa ma jednak istotne zalety
— zbudowany model w bardzo prosty sposéb objasnia ztozone zjawiska. Przyktadowo jezeli
model regresji wyrazony jest w postaci Y = 2*X + 10, gdzie Y oznacza liczbe MSP w danym
powiecie, X zas liczbe ludnosci w powiatach w tysigcach osdéb, to interpretacja tego modelu
jest niezwykle prosta: kazdy tysigc mieszkancéw ,generuje” powstanie jednej firmy typu MSP,
zas niezaleznie od liczby mieszkancow w kazdym powiecie w bazie REGON odnalez¢ mozna
10 MSP. Miarg, ktéra okresla wiarygodno$é modelu regresji jest tzw. wspotczynnik
determinacji R?, ktory stanowi procentowe ujecie kwadratu warto$ci wspoétczynnika korelacji
Pearsona. Wartos¢ wspofczynnika determinacji zblizona do 100% wskazuje na to, iz znaczaca
czes¢ zmiennosci zjawiska zostata objasniona przez model. Niska wartos¢ tego
wspotczynnika mowi z kolei o braku istotnej zaleznosci pomiedzy zestawem zmiennych
objasniajgcych, a zmienng objasniang.

Tworzac model regresji liniowej (jedno- lub wielowymiarowej) nalezy pamietaé, iz dane
zrédiowe powinny by¢ nie tylko wyrazone w ilosciowych skalach pomiarowych, lecz takze
wolne od tzw. wartosci odstajgcych. Analiza i ewentualne eliminacja tych wartosci stanowi
istotny etap tworzenia modelu regresiji.

Tworzenie modelu regresji dla danych Zrédtowych majgcych odniesienie
przestrzenne powinno by¢ dodatkowo zwigzane z analizg lokalnej warto$ci wspoétczynnika
korelacji pomiedzy wartoscig objasniajgcg i objasniang. Przyktadowo, globalna wartosé
wspotczynnika korelacji Pearsona pomiedzy liczbg ludnosci, a wartoscig funduszy unijnych
pozyskanych w poszczeg6lnych powiatach w Polsce wynosi ok. 0.9. Jednak niezwykle
interesujgca analiza lokalna tej zaleznosci np. realizowana w tzw. polu podstawowym, np. kole
o okreslonym promieniu). Takie podejscie pozwoli na uzyskanie nie jednej wartosci
charakteryzujgcej srednig korelacje (np. dla catej Polski), a lokalng korelacje w danej gminie,

powiecie, wojewodztwie bgdz dowolnej innej jednostce odniesienia.
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Rys. 10. Analiza lokalnej korelacji pomiedzy liczbg ludnosci a wartoscig doptat
unijnych do projektéw realizowanych w poszczegélnych powiatach w latach 2007-14.

(analiza wtasna)

Metodyka ta powinna uwzglednia¢ lokalizowane w przestrzeni zjawiska okreslone w
réznych skalach pomiarowych: iloSciowej (np. korelacja lokalna pomiedzy dochodami gminy,
a poziomem rozwoju sieci drogowej), rangowej (np. korelacja lokalna pomiedzy gestoscia
zabudowy, a poziomem ucigzliwosci hatasu), jakosciowej (np. korelacja lokalna pomiedzy
wystepowaniem gleby okreslonego gatunku, a rodzajem roslinnosci).

Ponadto niezwykle interesujgce wyniki moze da¢ budowa modelu regresji
odniesionego do danych przestrzennych, ktory wyjasnitby charakter poszczegdlnych
zaleznosci. Wizualizacja reszt z regresji dla kazdego pola podstawowego pozwala na
identyfikacje rozktadu przestrzennego zaleznosci pomiedzy badanymi zjawiskami.
Obserwujgc rozktad przestrzenny wielkosci reszt z regresji, a nastepnie dobierajgc
odpowiednio zmienne niezalezne tak, aby rozktad przestrzenny reszt byt mozliwie
rbwnomierny, a reszty zblizone do zera, analityk uzyskuje mozliwos¢ budowania modeli

regresji, ktére w wiekszym stopniu ttumaczg zalezno$¢ przestrzenng danego zjawiska.

Przyktadem zastosowania regresji wielowymiarowej jest utworzenie modelu regresji
wielorakiej z wykorzystaniem zestawu danych dla wojewddztwa kujawsko-pomorskiego
opisanych w pierwszej czes$ci niniejszego opracowania.

Do budowy modelu regresji objasniajacej liczbe mikro firm z grupy MSP na osobe
wykorzystano zestaw kilku zmiennych objasniajgcych (analogiczny jak w przypadku analizy
klasyfikacyjnej wykorzystujacej drzewa CART):

- dochody gmin z podatkéw

- procent zabudowy w gminach

- odlegto$é od duzych firm, z ktérymi kooperujg MSP
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Wyniki regresji wielorakiej

Zmn. zalez Mikro os Wielor. R = .780745€5 F = 72.85877¢
B~2= _€0%5£377 df = 3,140
Liczba pr=yp. 144 Popraw. R=2= _.g01l15728 p = 0.000000
Blgd standardowy estymacji 26.5353€2150
HWyr. wolny 77.112131833 Bilgd std 2.041573 <t 140) = 5.58%2 p = .0000
Ptzb_proc b*=_155 & _dochod 2 b*=_§51 0 _dist_df b*=-.04
b* B. std b Bt. std t(140) P
N=144 zb* zb
W. wolny | 77.11213] 8.041573 9.58919) 0.000000
Ptzb_proc 0.155187 0.058211 0.98899) 0.370974 2.66593) 0.008581
G_dochod_2 0.691416/ 0.060340 0.10227) 0.008925 11.45857/ 0.000000
O_dist_df -0.035264  0.057998  -0.00013 0.000222] -0.60801 0.544163
Legenda
B 30to 200
10to 30
-10to 10
L -30to -10
Grudziadz W -200t0 -30

]
Inowroclaw

Rys. 11. Rozktad przestrzenny reszt z regresji dla modelu liniowej regresiji

wielorakiej objasniajgcej liczbe mikro firm na osobe (analiza wtasna)

Uzyskane wyniki wskazujg, iz wynikowy model w 60% objasnia ziozonos¢ zjawiska
wykorzystujgc zaledwie dwie zmienne niezalezne — dochody podatkowe oraz procent
zabudowy. Podczas budowy modelu regresji wartos¢ charakteryzujgca srednig odlegtos¢ od
duzych firm zostata uznana za nieistotng statystycznie. Wartos¢ btedu standardowego dla

tego modelu wynosi 26.6, zas rozktad przestrzenny reszt z regresji wskazuje na potrzebe
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zastosowania modelu regresji wazonej geograficznie. Zagadnienie to zostato opisane w

odrebnym opracowaniu Wykonawcy.

Regresja wazona geograficznie (ekonometria przestrzenna)

Zagadnienie regresji wazonej geograficznie zostato szerzej oméwione w osobnym
opracowaniu Wykonawcy, ponizej podano jedynie podstawowe zatozenia tej metody.

Klasyczna regresja wielowymiarowa stosowana jest w przypadku gdy nie jest
uwzgledniany kontekst przestrzenny analizowanych danych, np. model zalezno$ci pomiedzy
wzrostem a wagg osob dorostych moze by¢ zbudowany poprawnie (aczkolwiek bedzie on miat
raczej charakter nieliniowy) bez uwzglednienia miejsca zamieszkania poszczegdlnych oséb.

W przypadku, w ktérym na warto$é zmiennej zaleznej (np. liczba MSP w danej gminie)
wptywa nie tylko wektor zmiennych niezaleznych (liczba mieszkancow tej gminy,
wspoifczynnik charakteryzujgcy poziom bezrobocia w tej gminie itp.), lecz takze
charakterystyka sgsiadujgcych jednostek przestrzennych, wymaga zastosowania podejscia
zwanego regresjg wazong geograficznie lub ekonometrig przestrzenna.

W literaturze przedmiotu podejscie to nazywane jest takze ,modelem Cliffa i Orda”
(1973). Praktyczne wykorzystanie ekonometria przestrzennej stato sie mozliwe wraz z
rozwojem technologii ICT i wzrostem mocy obliczeniowej komputeréw.

W regresji wazonej geograficznie analizowana jest niezaleznos¢ przestrzenna reszt z
regresji ,klasycznych” modeli regresji wielowymiarowej. W przypadku stwierdzenia istotnosci
rozkfadu przestrzennego tych reszt wskazane jest opracowanie macierzy sgsiedztwa i uzycie
jej w budowie modelu ekonometrii przestrzennej. Wynika to z faktu, iz sgsiednie jednostki
przestrzenne (np. gminy czy powiaty) mogg mie¢ wptyw na wartos¢ zmiennej zalezne;j.
Przykfadowy rozwdj przedsiebiorczodci w danej gminie moze by¢ warunkowany liczbg
ludnosci, infrastrukturg drogowg i liczbg przedsiebiorstw w gminach sgsiednich. Za ,sgsiadow”
mozna uzna¢ jednostki przylegajgce, odlegte nie wiecej niz X km, majgce co najmniej Y km
wspdlnej granicy itp. Dobor macierzy sgsiedztwa ma kluczowe znaczenie dla budowy modeli
regresji wazonej geograficznie. Wiarygodnos¢ modeli ekonometrii przestrzennej testowana
jest na podstawie zmodyfikowanej wartosci wspotczynnika R? obliczanej dla poszczegdinych
wariantow.

Niezwykle wygodnym narzedziem tgczgcym zalety GIS i pakietow statystycznych
umozliwiajacym tworzenie modeli ekonometrii przestrzennej jest GeoDa. Narzedzie to typu

open-source mozna pobraé ze strony: http://geodacenter.github.io/download.html

Stosujgc narzedzie GeoDa mozna nie tylko wyznaczy¢ model ekonometrii

przestrzennej typu ,spatial lag” oraz ,spatial error”, lecz przede wszystkim wyznaczyé
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http://geodacenter.github.io/download.html

istotno$¢ poszczegodlnych zmiennych niezaleznych oraz statystyki Morana — zaréwno
globalng, jak i lokalng.
Zagadnienie parametryzacji modelu regresji wazonej geograficznie zostato szerzej

opisane w osobnym opracowaniu Wykonawcy.
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Rys. 12. Okno programu GeoDa oraz paraetryzacja modelu regresji wazonej geograficznie

Regresja nieliniowa

Przyjecie zatozenia o liniowosci zaleznosci pomiedzy zestawem zmiennych
niezaleznych, a zmienng zalezng (objasniang) bardzo silnie wptywa na ksztatt modelu funkcji
regresji. Jezeli analiza korelacji czagstkowych poszczegdlnych zmiennych objasniajacych ze
zmienng zalezng wskazuje na nieliniowy ksztatt tej zaleznosci, zasadne jest zastosowanie
modelu regresiji uogdélnionej. Model ten moze mie¢ dowolnie nieliniowy charakter. Estymacija
nieliniowa stanowi ogoing procedure dopasowania, ktora stuzy do oszacowania dowolnego
rodzaju zaleznosci miedzy zmienng zalezng (lub objasniang) a zmiennymi niezaleznymi.
Przyktadem tego typu podejscia moze byc¢ takze zastosowanie sztucznych sieci neuronowych,
ktore zostato omdéwione ponize;.

Estymacja nieliniowa umozliwia zdefiniowanie zasadniczo dowolnego typu ciggtego
lub nieciggtego modelu regresji. Najczesciej stosowane sg modele nieliniowe takie jak probit,
logit oraz wzrostu wyktadniczego.

W uogdlnionym modelu regresji wyrdznia sie dwa podejScia, w ktorych zmienna

zalezna jest typu binarnego lub ciggtego. Przyktadem pierwszego podejscia jest budowa
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modelu objasniajgcego zaleznosc¢ typu dychotomicznego (np. duzy czy tez znaczgcy poziom
rozwoju przedsiebiorczosci w danej gminie lub niski poziom przedsiebiorczosci). Do realizaciji
zadan tego typu stosowana jest np. regresja logistyczna (logit).

Innym typem modelu regresji uogoélnionej jest tzw. regresja fragmentami liniowa

(regresja segmentowa). Swego rodzaju uogdlnieniem tego podejscia jest model MARS.

Metoda MARS

Metoda MARS (Multivariate Adaptive Regression Splines) wykorzystywana jest do
prognozowania lub klasyfikacji zjawisk, ktére mozna opisa¢ przy pomocy wielu zmiennych,
lub ktére zalezg od wielu zmiennych objasniajgcych. Metoda ta rozszerza tradycyjne ujecie
zmiennych objasniajgcych w modelu regresyjnym. Istotg tego podejscia jest uwzglednienie
potencjalnych interakcji pomiedzy zmiennymi. W metodzie MARS analizowane sg wszystkie
obserwacje danej zmiennej objasniajgcej i obszar zmiennosci cechy dzielony jest na
przedziaty, w ktérych ma ona rézny wptyw na badane zjawisko. Pozwala to na opracowanie
tzw. krzywych sktadanych (ang. splines) do estymacji regresji uogolnione;.

W metodzie MARS interakcje zmiennych opisywane sg za pomocg iloczynu funkcji
bazowych, co pozwala na opracowanie wynikowego modelu regresji. Algorytm MARS
wykorzystuje metode rekurencyjnego podziatu przestrzeni cech do budowy modelu
regresyjnego w postaci krzywych sktadanych (Friedman, 1991).

Bfad standardowy dla modelu regresji uogdlnionej wykorzystujgcego algorytmy MARS
wynosi 25.3 i jest nieznacznie nizszy niz btad dla modelu liniowej regresji wielorakiej. Zupetnie
odmienny jest jednak rozktad przestrzenny reszt z regresji dla tego modelu (Rys. 13), co kaze
zastanowi¢ sie nad koniecznoscig uwzglednienia w modelach nieparametrycznych regresji
uogdlnionej takze innych zmiennych niezaleznych, np. zmiennych o charakterze rangowym i

jakosciowym, takich jak opracowana w metoda sieci Kohonena zmienna WielGmin.

32



Legenda

B 30to 200

10to 30

-10to 10

r. 30to -10
Grudziadz W -200to -30

Rys. 13. Rozkiad przestrzenny reszt z regresji dla modelu MARS objasniajgcego

liczbe mikro firm na osobe (analiza wiasna)

Metoda wektorow no$nych

Metoda wektorow nosnych (Support Vector Machines - SVM) stosowana jest gtéwnie
w zagadnieniach o charakterze klasyfikacyjnym, umozliwia bowiem uzyskanie separowalnosci
klas. Podejscie to moze by¢ jednak stosowane takze w zagadnieniach o charakterze
regresyjnym. Podobnie jak w innych modelach regresji uogélnionej, metoda SVM umozliwia
konstruowanie modelu, w ktérym zestaw zmiennych niezaleznych objasnia zmienng zalezna.
W modelu SVM stosowane sg w tym celu tzw. funkcje jgdrowe roznej postaci: liniowe,

wielomianowe, radialne funkcje bazowe (RBF) i funkcje sigmoidalne.

Specyfikacja modelu | Wartosé

Liczba predyktoréw | 3|
Typ SVM Regresja typu 1
Typ jadra Radialne funkcje bazowe (RBF)
Liczba WN 80 ( 76 zwiazane)
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Podsumowanie regresiji Mikro_os
Srednia obserwowanych | 144.5180|
Srednia przewidywanych 143.4738
Obserwowane odch.std. 42.7482
Odch. std. przewidywanych 32.6523
Bfad sredniokwadratowy 663.5448
Srednia bledu 1.0443
Odch. std. bfedu 25.8280
Sredni btad bezwzgledny 19.6684
Stosunek odch.std. 0.6042
Korelacja 0.7976
Legenda
B 30to 200
10to 30
-10to 10
-30 to -10
B -200t0 -30

’ Bydgoszcz

ilnowroclaw

Rys. 14. Rozkiad przestrzenny reszt z regresji dla modelu SVM objasniajgcego

liczbe mikro firm na osobe (analiza wiasna)

Btad standardowy dla modelu regresji uogoélnionej wykorzystujgcego algorytmy SVM
wynosi 25.7 i jest tylko nieznacznie nizszy niz btgd dla modelu liniowej regresji wielorakiej.
Zupetnie odmienny jest jednak rozktad przestrzenny reszt z regresji dla tego modelu (Rys.
14). Rozktad ten rozni sie takze istotnie od analogicznego opracowania dla modelu regres;ji

wykorzystujgcego metodyke MARS.
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Drzewa regresyjne

Ogodlne zasady dziatania drzew decyzyjnych typu CART zostaly omowione w czesci
opracowania poswieconej zagadnieniom klasyfikacji danych przestrzennych. Metody CART
mozna jednak stosowac takze do budowy uogdlnionych, nieliniowych modeli regresyjnych.
Idea drzew opiera sie na rekursywnym podziale danych na mniejsze i bardziej homogeniczne
grupy w celu jak najlepszego dopasowania. Poczgtkowo zestaw danycy (wezet macierzysty,
korzen) dzielona jest na dwa podzbiory. Wezet optymalny wyszukuje sie na podstawie
wszystkich punktéw weztowych dla kazdej zmiennej. Nastepnie proces jest powtarzany dla
kazdego wezta potomnego, a te podczas dzielenia traktowane sg jak wezty macierzyste.

Drzewa regresyjne - stuzg do przewidywania warto$ci zmiennej zaleznej, ktéra
wyrazona jest w ciggtej skali ilosciowej. W podej$ciu CART, podobnie jak w opisanych ponizej
sztucznych sieciach neuronowych, do budowy modelu regresyjnego mogg by¢
wykorzystywane zmienne niezalezne dowolnego typu — ilosciowe, rangowe i jakosciowe.

Nalezy podkresli¢, iz metody drzew typu CART sg nieparametryczne i nieliniowe.
Wyniki wykorzystujgce metody drzew regresyjnych dajg sie ujg¢ w postaci kilku warunkéw
logicznych IF-THEN. Podejscie to nie zaktada zatem na wstepie liniowosci zwigzku pomiedzy
predyktorami, a zmienng zalezng. Zatozenie takie jest natomiast podstawg konstruowania
modeli liniowej regresji wielorakiej.

Uktad drzewa 1 dla Mikro_os

Liczba weztéw dzielonych: 22, liczba weztéw koncowych:
23

Rys. 15. Schemat drzewa regresyjnego CART objasniajgcego liczbe mikro firm na osobe

(analiza wtasna)
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Obserwowane i reszty
Zmienna zalezna: Mikro_os
Opcje: llosciowa zmienna zalezna, Préba do analizy
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Rys. 17. Rozktad przestrzenny reszt z regresji dla modelu regresyjnego CART

Legenda

B 30to 200
[ 10to 30
|| -10to 10

-30to -10
Bl -200to -30

objasniajgcego liczbe mikro firm na osobe (analiza wtasna)
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Sztuczne siecli neuronowe

Opisane we wstepnej czesci tego opracowania sztuczne sieci neuronowe (SSN)
stanowig niezwykle efektywne narzedzie tworzenia uogdélnionych modeli regres;ji nieliniowej.
Sztuczne sieci neuronowe z definicji posiadajg nieliniowy charakter i pozwalajg na tworzenie
modeli o dowolnie nieliniowych zaleznosciach pomiedzy zmiennymi niezaleznymi, a zmiennag
zalezng. SSN uczg sie na przedstawionych przykfadach, pozwalajg na uogdinienie uzyskane;j
wiedzy, sg relatywnie nieczute na wystepowanie wartosci odstajgcych, umozliwiajg takze
wykorzystywanie danych wyrazonych nie tylko w ilosciowych, lecz takze rangowych i
jakosciowych skalach pomiarowych.

Podejscie to posiada jednak takze pewne wady:

- wymaga duzego zestawu danych uczacych (z reguty znacznie liczniejszego niz w
przypadku budowy modeli regresji wielorakiej typu liniowego)

- opracowany model stanowi rodzaj tzw. czarnej skrzynki (ang. black box), ktéry nie

jest prosty w interpretacji.

Zwilaszcza druga z wymienionych cech SSN stanowi istotny problem. Model regresiji
uogolnionej zbudowany z wykorzystaniem SSN pozwala z reguly na uzyskanie wyzszej
wartosci wspotczynnika objasnienia zaleznosci przez model (odpowiednik zmodyfikowane;j
wartosci R? w modelu regresji wielorakiej) w stosunku do regresji liniowej, jednak realizowane
jest to kosztem utraty prostoty modelu.
W modelu neuronowym nie sposéb stwierdzi¢, iz np. kazdy tysigc mieszkancéw ,generuje”
jedng firme typu MSP, za$ trzykrotny wzrost odlegtosci od miasta wojewddzkiego zmniejsza
poziom przedsiebiorczosci o potowe. Model tego typu pozwala uzyskaé wiarygodng wartosc
zmiennej zaleznej na podstawie przetworzenia zmiennych niezaleznych przez setki czy
tysigce wspétczynnikéw wagowych, jednak nie ,ttumaczy” wzajemnych zaleznosci zmiennych.
Btad standardowy dla modelu regresji uogdlnionej wykorzystujgcego sztuczng sie¢
neuronowg typu MLP wynosi 19.5 (Rys. 18) i jest znaczgco nizszy niz btgd dla modelu liniowej
regresji wielorakiej. Dla znacznej czesci gmin warto$¢ btedu tylko nieznacznie rézni sie od

zera.
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Legenda
B 30to 200

10to 30
-10to 10
-30to -10
W -200to -30

Wioclawek
*

I ’I Inowroclaw

Rys. 18. Rozkiad przestrzenny reszt z regresji dla modelu wykorzystujgcego sie¢ neuronowg

typu MLP objasniajgcego liczbe mikro firm na osobe (analiza wiasna)

Zestawiajgc wartosci btedow standardowych modeli opracowanych z wykorzystaniem
pieciu réznych modeli regresji (tabela ponizej) mozna stwierdzi¢, iz najnizsza wartos¢ btedu
predykcji (najwyzsza doktadnos¢ modelu) charakteryzuje drzewo regresyjne typu CART oraz
siec neuronowg typu MLP. Nalezy jednak pamietaé, iz charakteryzujgcy sie najwyzszag

wartoscig btedu model regresji wielorakiej jako jedyny pozwala na prostg interpretacje

uzyskanych wynikow.
Model regres;ji Wartos$¢ btedu predykciji
Liniowa regresja wieloraka 26.6
Metoda wektorow nosnych (SVM) | 25.7
Drzewo regresyjne CART 19.3
Metoda MARS 25.3
Sie¢ neuronowa typu MLP 19.5
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